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Общие сведения об искус-
ственных нейронных сетях

Искусственная нейронная
сеть (ИНС) — это новое направ-
ление в вычислительной мате-
матике и практике создания
сложных технических систем,
способное выполнять самые
разнообразные операции, в том
числе недоступные для тради-
ционной математики (сравне-
ния по образцу, классификация
объектов, распознавание обра-
зов и др.). Область использова-
ния ИНС в настоящее время
чрезвычайно широка — от диа-
гностики заболеваний и авто-
матического анализа докумен-
тов до управления динамиче-
скими системами и создания
систем на основе искусственно-
го интеллекта.

Поэтому естественно жела-
ние выяснить возможности но-
вого мощного математического
метода и при решении задач
геодезического профиля. Разу-
меется, задачи геодезического
профиля — это тоже достаточ-
но широкий класс, но, пожалуй,

наибольший интерес представ-
ляют разного рода задачи ап-
проксимации.

Постановку широкого класса
задач, связанных с аппроксима-
цией, можно сформулировать
следующим образом.

Дано два множества векто-
ров: х1, х2, …, хn и y1, y2, …, yn

(не обязательно одной и той же
размерности) и предполагается,
что между соответствующими
элементами этих множеств су-
ществует некоторая функцио-
нальная зависимость  такая,
что

(xi) = yi + ei, i = 1, 2, …, n.
Здесь ei — случайные неза-

висимые векторы-ошибки с ну-
левым математическим ожида-
нием и скалярной ковариацион-
ной матрицей 2E.

Требуется определить функ-
цию  так, чтобы M(e) = 0, 2 < c,
где M обозначает математиче-
ское ожидание, E — единичную
матрицу, 2 — дисперсию оши-
бок, а c — заданный предел тре-
буемой точности аппроксима-
ции.

Искомая функция  может
иметь очень сложную структуру,
и зачастую подобные задачи
оказываются «под силу» только
искусственным нейронным се-
тям, построенным в какой-то ме-
ре по аналогии с мозговой дея-
тельностью и способным обу-
чаться.

С математической точки зре-
ния, ИНС представляет систему
соединенных и взаимодейст-
вующих между собой довольно
простых процессоров, которые
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Рис. 1
Схема искусственного нейрона как 
простейшего процессора [1]
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называют искусственными ней-
ронами. Искусственный нейрон
имитирует в первом приближе-
нии свойства биологического
нейрона. Хотя сетевые парадиг-
мы весьма разнообразны, в
основе почти всех их лежит
конфигурация, показанная на
рис. 1.

На вход искусственного ней-
рона поступает некоторое мно-
жество сигналов, обозначенных
х1, х2, …, хR. Каждый такой вход
умножается на некоторый вес
w1i, имитирующий синаптиче-
скую силу биологического ней-
рона, и поступает на сум-
мирующий блок . Другим вхо-
дом постоянно служит 1, кото-
рая умножается на определен-
ную константу b. Суммирующий
блок, соответствующий телу
биологического элемента, ал-
гебраически складывает взве-
шенные входы и добавляет про-
изведение 1b = w01, т. е.

Здесь w1i обозначает вес, со-
ответствующий каждому входу
i = 1, …, R в нейрон и опреде-
ляющий активность соответ-
ствующего сигнала, w10 — сме-
щение.

Далее эта сумма модифици-
руется с помощью какой-нибудь
несложной нелинейной функ-
ции. Нелинейная функция, ко-
торая используется для пре-
образования уровня активации
нейрона в выходной сигнал, на-
зывается передаточной (или ак-
тивационной) функцией. Такая
функция обеспечивает нели-
нейность сети и, как следствие,
большую мощность. В качестве
передаточной функции можно
выбирать различные нелиней-
ные дифференцируемые функ-
ции, но в задачах аппроксима-
ции чаще других используется
гиперболический тангенс.

В общем случае от переда-
точной функции активации ней-
рона требуется только нелиней-
ность — и более ничего. Но, ко-
нечно, соответствующим обра-
зом подобранная передаточная
функция существенно увеличи-
вает эффективность нейрона.

То или иное количество ней-
ронов в виде указанных про-
стых процессоров объединяют-
ся и вместе с управляемым вза-
имодействием образуют то, что
называется искусственной ней-
ронной сетью.

Как можно составлять сети из
элементов? Вообще говоря —

как угодно, лишь бы входы по-
лучали какие-нибудь сигналы.
Но такой произвол, конечно,
слишком необозрим, поэтому
используют несколько стан-
дартных архитектур, из которых
путем вырезания лишнего или
добавления строят большин-
ство используемых сетей.

Одна из наиболее распро-
страненных базовых архитектур
нейронных сетей — слоистые
сети. Совокупность нейронов с
едиными входными сигналами
называют слоем.

Обычно выделяют (по край-
ней мере) три слоя сети: вход-
ной (исходные данные задачи),
промежуточный (его называют
скрытым, скрытых слоев может
быть много) и выходной (ре-
зультаты решения задачи). Сети,
содержащие только один про-
межуточный слой, называют
персептронами (рис. 2).

Здесь wji обозначает вес,
соответствующий каждому i-му
входу в j-ый нейрон, bj = wj0 —
смещение j-го нейрона, верхний
индекс указывает номер слоя, а
s обозначает количество нейро-
нов в каждом слое. Передаточ-
ные функции скрытого слоя —
нелинейные, а передаточные
функции выходного слоя — ли-
нейные.

В конечном счете, при нали-
чии n нейронов входного слоя,
одного промежуточного слоя с
m нейронами и l нейронов на
выходе

Если промежуточных слоев
несколько, то используется тер-
мин многослойный персептрон.

Такие по отдельности простые
процессоры, будучи соединен-
ными в достаточно большую
сеть с управляемым взаимодей-
ствием, вместе способны решать
довольно сложные задачи [2].

Рис. 2
Персептрон прямого распространения [1]
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Дальнейший прогресс связан
c глубокими нейросетями [3].
Углубленное обучение обычно
реализуется в виде нейронных
сетей более сложной архитекту-
ры. Термин «глубокий» относит-
ся, главным образом, к числу
слоев в нейросети: чем больше
слоев, тем глубже сеть, тем
больше у нее свободных пара-
метров и, в общем случае, тем
более сложную задачу такая
сеть в состоянии надежно ре-
шить. Традиционные нейронные
сети содержат обычно три слоя,
в то время как глубокие сети
могут иметь сотни слоев и де-
сятки тысяч обучающихся пара-
метров нейронов.

Аппроксимирующие воз-
можности ИНС

Ранее было сказано, что ИНС
позволяют решать множество
различных задач, в том числе
требующих очень сложных вы-
числений. Но из предыдущих
схем видно, что нейронные сети
пользуются только рациональ-
ными действиями и всевозмож-
ными суперпозициями доволь-
но простых нелинейных функ-
ций одной переменной.

Естественно, возникает воп-
рос: на что можно надеяться,
используя только такие опера-
ции? Можно ли произвольную
непрерывную функцию многих
переменных получить с помо-
щью операций сложения, умно-
жения и суперпозиции из не-
прерывных функций одной пе-
ременной?

Заданный вопрос имеет очень
большую историю и гораздо
старше, чем исследования ис-
кусственных нейронных сетей.

Какие функции вообще до-
ступны вычислению? Мы не бу-
дем касаться деталей этого воп-
роса, а сразу скажем, что ответ
на него является положитель-
ным! В серии работ А.Н. Кол-
могоров [4], затем В.И. Ар-
нольд [5] и вновь А.Н. Кол-
могоров [6] решили эту пробле-
му, а именно: любую непрерыв-
ную функцию n переменных

можно получить с помощью
операций сложения, умножения
и суперпозиции из непрерыв-
ных функций одной перемен-
ной.

Но, может быть, не менее
важным является другой воп-
рос: можно ли практически по-
лучить достаточно точную ап-
проксимацию функции многих
переменных с помощью линей-
ных операций и суперпозиций
функций одной переменной?
Дело в том, что нейронные сети
можно трактовать как специ-
альные формальные «устрой-
ства», осуществляющие именно
такие приближения. Каждая
сеть состоит из формальных
нейронов, нейрон получает на
вход вектор сигналов и вычис-
ляет сначала скалярное про-
изведение сигнала с вектором
весов, а затем некоторую функ-
цию одной переменной. Ре-
зультат рассылается на входы
других нейронов или передает-
ся на выход. Таким образом,
нейронные сети вычисляют
суперпозиции простых функций
одной переменной и их линей-
ных комбинаций.

В настоящее время известен
ряд теорем [7, 8], доказываю-
щих возможность сколь угодно
точной аппроксимации непре-
рывных функций многих пере-
менных нейронными сетями с
использованием практически
произвольной непрерывной
функции одной переменной. Так,
например, универсальная тео-
рема аппроксимации, доказан-
ная американским математиком
Джорджем Цыбенко в 1989 г.,
утверждает, что искусственная
нейронная сеть прямой связи
(связи не образуют циклов) с
сигмоидой в виде активацион-
ной функции и одним скрытым
слоем может — при достаточ-
ном количестве нейронов в
скрытом слое и соответствую-
щем наборе параметров — ап-
проксимировать любую непре-
рывную функцию многих пере-
менных с любой как угодно

высокой точностью. Проще го-
воря, теорема Цыбенко утвер-
ждает, что нейросеть может
заменить сложную непрерыв-
ную функцию более простой с
любой точностью.

Итак, на главный вопрос это-
го раздела — что могут вычис-
лять нейронные сети — полу-
чен многообещающий ответ: в
каком-то смысле нейронные
сети могут все. Но остается от-
крытым другой важный вопрос:
как их этому научить?

Коротко об обучении ИНС
Среди многих интересных

свойств искусственных нейрон-
ных сетей, по-видимому, важ-
нейшим является их способ-
ность к обучению. Тем не менее,
возможности обучения ИНС,
конечно, ограничены, и нужно
решить множество разных за-
дач, чтобы достичь нужной
цели.

А цель обучения состоит в
настройке сети, т. е. в таком под-
боре ее параметров (весов и
смещений), при котором прило-
жение определенного множе-
ства входов приводило бы к
требуемому множеству выхо-
дов. Для краткости эти множе-
ства входов и выходов назы-
вают векторами, а процедура
настройки составляет процесс
обучения сети.

В настоящее время существу-
ет обширная классификация
ИНС по различным принципам,
и разработано множество раз-
личных алгоритмов обучения
ИНС как с учителем, так и без
учителя.

Обучение с учителем предпо-
лагает, что для каждого входно-
го вектора существует целевой
вектор, представляющий собой
требуемый выход. Вместе они
называются обучающей парой.
Обычно сеть обучается на неко-
тором достаточно большом ко-
личестве таких обучающих пар,
которое называется обучающим
множеством. Вопрос о том,
сколько нужно иметь наблюде-
ний для обучения сети, часто
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оказывается непростым. На са-
мом деле это число зависит от
сложности того отображения,
которое должна воспроизво-
дить нейронная сеть. С ростом
числа используемых признаков
количество наблюдений воз-
растает по нелинейному закону.

Процесс обучения состоит в
том, что поочередно на вход
сети подается входной вектор,
вычисляется выходной вектор и
сравнивается с соответствую-
щим целевым вектором. Полу-
ченное отличие определяет зна-
чение функции цели и исполь-
зуется далее для обратного хо-
да, имеющего своей задачей кор-
рекцию весов и смещений сети
под условием минимизации
определенной функции цели.

В качестве функции цели
чаще всего берется сумма квад-
ратов уклонений v вычисленных
выходных значений от требуе-
мых целевых. Будем обозначать
функцию цели как F(X), где X
обозначает множество всех ве-
совых коэффициентов и смеще-
ний сети. Их общее количество
обозначим через N. В таком слу-
чае F суть функция N перемен-
ных, а множество всех ее значе-
ний, соответствующих всевоз-
можным сочетаниям весов и
смещений, удобно трактовать
как многомерную поверхность.
Ее называют поверхностью
функции цели. Таким образом,
цель обучения нейронной сети
с геометрической точки зрения
состоит в том, чтобы найти для
этой многомерной поверхности
точку глобального минимума
для всех обучающих пар.

В случае линейной модели
сети и функции цели в виде
суммы квадратов уклонений v
такая поверхность будет пред-
ставлять собой параболоид, ко-
торый имеет единственный ми-
нимум и практически постоян-
ную кривизну. Это позволяет
отыскать глобальный минимум
сравнительно просто (достаточ-
но, как известно, обеспечить
условие F/W = 0).

В случае нелинейной модели
поверхность ошибок имеет
гораздо более сложное строе-
ние и обладает рядом свойств,
существенно затрудняющих по-
иск экстремума (наличие ло-
кальных минимумов, седловые
точки и т. п.). Кривизна поверх-
ности ошибок в разных регио-
нах обучения может сильно раз-
личаться.

В любом случае задача реша-
ется численно, последователь-
ными приближениями, двигаясь
с тем или иным шагом от слу-
чайно выбранной точки на по-
верхности функции цели по
направлению обратного гради-
ента F. В процессе обучения
веса и смещения сети постепен-
но становятся такими, чтобы
каждый входной вектор выра-
батывал нужный выходной век-
тор. После достаточного числа
повторений указанных опера-
ций для каждого вектора обу-
чающего множества разность
между действительными выхо-
дами и целевыми выходами
достигает приемлемой величи-
ны, и говорят, что сеть обучи-
лась.

По существу, такие алгорит-
мы аналогичны известным алго-
ритмам поиска глобального экс-
тремума функции многих пере-
менных. Однако c учетом специ-
фики нейронных сетей для них
разработаны многие специ-
альные алгоритмы обучения.

Обучение без учителя пред-
ставляет самонастраивающиеся
стохастические ИНС, выполняю-
щие процесс обучения «само-
стоятельно» на эвристических и
метаэвристических принципах
без явного привлечения обу-
чающего множества. В настоя-
щее время опубликовано доста-
точно много подобных алгорит-
мов. Интересным примером
может служить так называе-
мый генетический алгоритм [9],
воплощающий представления о
дарвиновской эволюции на ос-
нове генерации, тестирования и
отбора наиболее жизнеспособ-

ных особей (ген — единица
наследственной информации).

После окончания обучения
сеть необходимо протестиро-
вать на каких-либо ранее не
использованных данных, чтобы
убедиться в надежности после-
дующего использования по на-
значению (для аппроксимации
сложной зависимости, оптими-
зации, распознавания изобра-
жений и т. д.).

Таким образом, нейронные
сети не программируются в
привычном смысле этого слова,
а обучаются. Обученную сеть
можно трактовать как практиче-
ский механизм реализации не-
линейной зависимости «вход-
выход» любой сложности, в том
числе в виде «черного ящика».
В процессе обучения нейронная
сеть способна выявлять слож-
ные зависимости между вход-
ными и выходными данными, а
также выполнять обобщение.
Это значит, что в случае успеш-
ного обучения сеть сможет вы-
давать верный результат даже
на основании данных, которые
отсутствовали в обучающей вы-
борке, а также неполных и/или
«зашумленных», частично иска-
женных данных. Однако не сле-
дует надеяться, что некий искус-
ственный интеллект сделает все
за нас, успешное обучение ИНС
зачастую оказывается очень
трудоемким.

Примеры успешного реше-
ния задач геодезии с помо-
щью ИНС

Преобразование координат
Моделирование систем гео-

дезических координат (Geodetic
Reference System, GRS) и их реа-
лизация (Geodetic Reference
Frame, GRF) нередко приводит к
тому, что картографический ма-
териал, составленный в разные
временные промежутки, оказы-
вается основанным на различ-
ных системах отсчета, что вызы-
вает необходимость их соотне-
сения друг с другом. Процедура
преобразования систем коор-
динат хорошо известна и доста-
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точно просто выполняется по
стандартным правилам. При
этом в основу заранее кладется
предположение о том, что из-
вестная семипараметрическая
модель (по Гельмерту) описыва-
ет искомую функцию достаточ-
но надежно. Однако реальная
связь двух систем координат по
разным причинам далеко не
всегда соответствует указанной
гипотезе и для ее надежного опи-
сания требуется, возможно, не 
7 параметров, а 9 или 12 или ...
Поэтому естественно трактовать
искомое соотношение как «чер-
ный ящик» [10] и воспользо-
ваться средствами ИНС, не тре-
бующими гипотетических мо-
делей аппроксимации и позво-
ляющими, как отмечалось выше,
описать любую непрерывную
зависимость с любой наперед
заданной точностью.

Проделано большое количе-
ство экспериментов, в которых
задачи о преобразовании си-
стем координат (как простран-
ственных, так и плоских) реша-
ются с помощью ИНС, и резуль-
таты сравниваются с решения-
ми тех же задач классическими
методами, например, [11]. Сде-
лан единодушный вывод о не-
сомненном преимуществе ИНС.

Сравнение результатов мо-
делирования измеренных зна-
чений трансформант геопо-
тенциала средствами ИНС и
EGM

В одной из работ выполнена
экстраполяция измеренных зна-
чений модуля силы тяжести с
помощью ИНС в виде много-
слойного персептрона с алго-
ритмом обратного распростра-
нения ошибки. Оптимальное ко-
личество промежуточных слоев
подобрано эмпирически и ока-
залось равным 19. В 56 точках
80х120 территории США значе-
ния модуля силы тяжести g
измерены непосредственно и
вычислены по моделям гравита-
ционного поля Земли EGM-2008
и EIGEN-6C4 до 2190-й степени.
Из парных значений (измерен-

ные и вычисленные по одной из
моделей) в 32 точках составле-
ны обучающие векторы и вы-
полнено обучение ИНС. Полу-
ченная в результате модель
значений силы тяжести проте-
стирована в оставшихся 24 точ-
ках. 

Сравнение полученных мо-
дельных значений и вычислен-
ных по EGM-2008 (или с помо-
щью EIGEN-6C4) с измеренными
значениями показало, что точ-
ность g, полученных с помощью
ИНС, оказывается более высо-
кой по сравнению с результата-
ми вычислений по каждой из
упомянутых двух моделей гра-
витационного поля Земли. За-
метим, что при использовании
ИНС нет необходимости делать
какие-либо предположения от-
носительно частотного состава
данных, а при появлении допол-
нительной информации полу-
ченную модель легко модифи-
цировать.

Спутниковая альтиметрия
Известно, что в задачах обра-

ботки результатов спутниковой
альтиметрии тщательный ана-
лиз формы отраженного сигна-
ла (эхосигнала) позволяет не
только получить нужное запаз-
дывание относительно излучен-
ного импульса и, следовательно,
вычислить высоту полета спут-
никового альтиметра над уров-
нем моря, но и достаточно на-
дежно оценить значимую высо-
ту волн в изучаемом районе,
отклонение оси антенны от
местной вертикали и другие
нужные параметры. В литерату-
ре можно найти множество раз-
личных вариантов, решающих
эти задачи с тем или иным успе-
хом, но в любом случае важное
значение имеет используемая
модель определения парамет-
ров отраженного сигнала. Наи-
более широко используемая мо-
дель Брауна — Хейне опреде-
ляется четырьмя параметрами,
значения которых находят на
основе измерений с использо-
ванием тех или иных методов

нелинейной оптимизации. В ра-
боте [12] показано, что рас-
сматриваемая задача может
быть успешно решена с помо-
щью генетического алгоритма и
ему подобных алгоритмов. При
этом для определения искомых
четырех параметров достаточно
указать только функцию цели и
границы (LB и UB) возможных
изменений искомых парамет-
ров, а подбирать начальные
значения параметров не требу-
ется. Сделан вывод, что исполь-
зование генетического алгорит-
ма для определения параметров
отраженного сигнала альтимет-
рии упрощает традиционную
процедуру обработки.

Преобразование высот
Показательный эксперимент

с преобразованием геодезиче-
ских высот в ортометрические
выполнен на территории Тур-
ции. Исходными данными по-
служили размещенные на тер-
ритории страны 190 станций, на
которых измерены и ортометри-
ческие высоты H (традицион-
ным нивелированием), и геоде-
зические высоты h (с помощью
приемников ГНСС). Полученные
точечные значения высот гео-
ида N = h – H аппроксимирова-
ны непрерывной поверхностью,
пользуясь для этого различны-
ми математическими средства-
ми (полиномиальная интерпо-
ляция, сплайны, среднеквадра-
тическая коллокация, искус-
ственные нейросети) и различ-
ным количеством k исходных
значений высот геоида N (k = 20,
40, 60, 80, 100, 120). Остальные
(190 – k) значений высот геоида
используются для контроля вы-
числений. Сравнение результа-
тов аппроксимации с соответ-
ствующими контрольными зна-
чениями убедительно показало,
что наилучшая аппроксимация
достигается с помощью ИНС
(среднеквадратическое откло-
нение составило от 6 см для k = 20
до 4 см для k = 120). Другие по-
добные примеры приведены в
работе [13].
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Решение краевых задач
физической геодезии в ло-
кальном районе

В работах [14, 15] предложе-
но искать приближенные реше-
ния краевых задач физической
геодезии в локальном районе в
виде глубокой ИНС. В отличие
от традиционно используемого
для этих целей потенциала про-
стого (или двойного) слоя, глу-
бокая ИНС располагает боль-
шим количеством свободных
параметров и уникальной спо-
собностью обучаться на реаль-
ных данных. В качестве исход-
ных данных может быть исполь-
зована любая доступная в
исследуемом районе гравимет-
рическая информация. Подоб-
ные идеи широко используются
в настоящее время при решении
различных дифференциальных
уравнений в частных производ-
ных (например, [16]).

Моделирование нормаль-
ного значения силы тяжести

С целью исследования воз-
можностей искусственного ин-
теллекта в области геодезии
проанализированы 6 различных
вариантов машинного обучения
для моделирования нормально-
го значения силы тяжести в 424
разных точках земной поверх-
ности [17]. Один из вариантов
представлял собой ИНС на
основе радиальных базисных
функций с тремя входами (гео-
дезические координаты точки)
и одним выходом (значение
нормальной силы тяжести). Для
обучения (297 точек) и тестиро-
вания (127 точек) результатов
выходные значения были пред-
варительно вычислены по из-
вестной формуле Сомильяна-
Пицетти. Оптимальное количе-
ство нейронов в промежуточ-
ном слое оказалось равным 50.
Именно такая ИНС показала
наилучшую точность и устойчи-
вость прогноза. Сделан вывод о
высокой перспективности мето-
дов искусственного интеллекта
при моделировании гравита-
ционного поля Земли.

Оценка вектора скорости
смещения пунктов

В [18] показана целесооб-
разность использования ИНС
для оценки скоростей измене-
ния пространственных положе-
ний геодезических пунктов в
связи с движением литосфер-
ных плит. По результатам испы-
таний в пяти геодезических
сетях среди выбранных ИНС
предпочтение отдается много-
слойному персептрону обратно-
го распространения, точность
которого в трех сетях превыси-
ла точность, полученную мето-
дом кригинга. Особо отмечается
способность ИНС без особых
затрат «доучиваться» в случае
выявления новых данных, чего
нельзя сказать о методе кригин-
га, требующем в таком случае
повторного переопределения
всех весов.

Аппроксимация орбит спут-
ников глобальных навигаци-
онных спутниковых систем

В нескольких работах проде-
монстрирована эффективность
использования ИНС различных
конструкций для аппроксима-
ции и прогнозирования орбит
спутников. Так, в работе [19]
показано успешное использова-
ние методов глубокого обуче-
ния для улучшения прогнозиро-
вания ультрабыстрых эфеме-
рид. С помощью нейросетей с
долгой краткосрочной памятью
(Long Short-Term Memory, LSTM)
улучшение в определении ме-
стоположения спутника дости-
гает в среднем 47% на 24-часо-
вом интервале. В работе [20]
при вычислении координат
спутников по бортовым и эфе-
меридным данным показано
преимущество радиально-ба-
зисной ИНС по сравнению с тра-
диционными методами полино-
миальной и тригонометриче-
ской интерполяции. Подроб-
ности о моделировании ситуа-
ции, когда космический аппарат
управляет своим орбитальным
движением с помощью ИНС,
можно найти в пособии [21].

Прикладная геодезия
Отдельный интерес представ-

ляет использование ИНС в зада-
чах прикладной геодезии [22].
Набирает популярность исполь-
зования ИНС для анализа и про-
гнозирования деформаций со-
оружений. 

Описано успешное использо-
вание радиально-базисной ИНС
для моделирования векторов
смещений и деформации разно-
образных конструкций, напри-
мер, резервуара для хранения
сжиженного природного газа.
Сделаны выводы об эффектив-
ности таких ИНС, позволяющих
проверять гипотезу о характере
возникновения деформаций и
судить о последствиях выявлен-
ных деформаций.

Исследовались возможности
прогнозирования вертикально-
го перемещения конструкций с
целью предотвращения потен-
циальных повреждений. Ис-
пользован многослойный пер-
септрон с алгоритмом обратно-
го распространения. Сделан
вывод о возможности использо-
вания обученной ИНС для про-
гнозирования вертикальных
смещений с точностью порядка
0,5 мм.

Моделирование высот гео-
ида в локальном районе (стан-
дартный пример)

Пусть в определенном ло-
кальном районе D (например, в
одноградусной трапеции) до-
ступно определенное количе-
ство точек с известными геоде-
зическими координатами B, L, h
и ортометрической высотой H.
Разности ζ = h – H можно счи-
тать измеренными значениями
высот геоида ζ в точках с соот-
ветствующими координатами B,
L. С помощью ИНС в виде пер-
септрона с тремя слоями и
обратным распространением
ошибки аппроксимации (Back
Propagation) можно построить
непрерывную функцию вида 

f(p) = ζ, p(B, L) ⸦ D,
которая позволяет вычислять
высоты геоида в произвольной
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точке p исследуемой области D,
отражая при этом высокочастот-
ную структуру глобального гра-
витационного поля Земли, недо-
ступную известным глобальным
моделям типа EGM-2008.

Совершенно аналогично, по
существу, формулируется и
решается задача о моделирова-
нии силы тяжести в локальном
районе. 

Многочисленные реальные
эксперименты с различными
размерами исследуемой обла-
сти D и различным количеством
исходных данных показали пре-
имущество решения с помощью
ИНС по сравнению с известны-
ми средствами интерполяции и
экстраполяции.

В заключение подчеркнем,
что в настоящее время теория и
практика ИНС интенсивно раз-
вивается и совершенствуется.
Например, совсем недавно по-
явились нейросети совершенно
новой архитектуры — Колмого-
рова-Арнольда нейросети (KAN),
которые обещают превзойти
все существующие разработки.
Но суть дела не меняется —
нейронные сети не программи-
руются в привычном смысле
этого слова, а обучаются. В
этом, разумеется, нет ничего
сверхъестественного. По суще-
ству, речь идет о многопарамет-
рической задаче нелинейной
оптимизации функции цели,
количественно описывающей
уровень пригодности функцио-
нирования ИНС. Возможность
обучения — одно из главных
преимуществ нейронных сетей
перед традиционными алгорит-
мами. Поэтому использование
ИНС в геодезии позволяет суще-
ственно обогатить как разнооб-
разные методы обработки и
уравнивания измерений, так и
наиболее сложные вопросы
геодезической теории.
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